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РЕФЕРАТ 
Отчёт 34 с., 1 кн., 20 рис., 1 табл., 31 источн., 1 прил. 

РАСПОЗНАВАНИЕ РЕЧИ, ИСКУССТВЕННЫЙ ИНТЕЛЛЕКТ, НЕЙРОННЫЕ СЕТИ, 
ДООБУЧЕНИЕ НЕЙРОСЕТЕВЫХ МОДЕЛЕЙ 

Объектом исследования являются свободно доступные нейронные сети для 
распознавания речи и их сравнение между собой. 

Цель работы – детальное изучение существующих архитектурных решений на базе 
нейронных сетей для решения задачи распознавания речи, сравнение их эффективности и 
точности на собранном вручную датасете до и после дообучения на русскоязычных 
аудиозаписях. 

В процессе работы проводился запуск исследуемых моделей для получения 
экспериментальных данных и формирования сравнительной таблицы качества транскрипций 
от разных моделей. 

В результате исследования была подтверждена гипотеза о положительном влиянии 
дообучения нейронных сетей на русскоязычных аудиозаписях на качество транскрибирования 
лекционных материалов и сформулированы рекомендации по использованию открытых 
решений для конспектирования лекций студентами Высшей Школы Экономики. 
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ОПРЕДЕЛЕНИЯ, ОБОЗНАЧЕНИЯ И СОКРАЩЕНИЯ 
В настоящем отчёте о НИР применяют следующие термины, сокращения и 

обозначения с соответствующими определениями: 

Архитектура нейронной 
сети 

Структура НС, описывающая количество слоёв, количество 
нейронов в каждом слое, функции активации, связи между 
слоями, наличие вентилей и другие особенности сети 

Датасет, выборка 
Набор данных для обучения НС, может иметь список 
эталонных выходных данных для обучения с учителем 

Задача транскрибации 
(распознавания речи), 
STT, ASR 

Задача получения текстовой транскрипции из аудиофайла, 
представляющего собой запись человеческой речи 

Нейронная сеть, НС, NN Многопараметрическая математическая модель обобщения 
решения прикладной задачи 

Токен, фонема 
Смысловая единица текста, может быть однозначно 
сопоставляема символу или последовательности символов 
какого-либо алфавита 

Функция потерь, LOSS 
Математическая функция, характеризующая уровень 
ошибочных предсказаний модели на наборе входных 
данных по сравнению с эталонными выходными данными 

CTC (Connectionist 
Temporal Classification) 

Классическая функция потерь для задачи распознавания 
речи, основана на принципе динамического 
программирования в задаче классификации; также 
обозначает подход к выравниванию аудиоданных и 
выходного текста 

Fine-tuning, дообучение 
Процесс модификации весовых коэффициентов 
предобученной модели для улучшения точности 
предсказаний на дополнительном наборе данных 

Inference, инференс 

Запуск предобученной модели для получения предсказания 
выходных данных по набору входных данных; отличается от 
полноценного запуска модели пропуском шага пересчёта 
весовых коэффициентов за ненадобностью 

RNNT (Recurrent Neural 
Networks Transduction) 

Ещё одна часто используемая функция потерь для задачи 
распознавания речи, основана на принципе рекуррентных 
нейронных сетей; также обозначает соответствующий 
подход к декодированию текста 

WER (Word Error Rate), 
CER (Character Error Rate) 

Метрики количественной оценки качества соответствия 
предсказанной транскрипции эталонной, использующие 
формульное соотношение корректных и некорректных слов 
(в WER) или символов (в CER); чем ниже – тем лучше 
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ВВЕДЕНИЕ 
Современное высшее образование требует от студентов высокой вовлеченности и 

эффективного усвоения информации. Однако не всегда удается присутствовать на всех 
лекциях, что создает проблему упущения важного материала. Решение этой проблемы 
лежит в создании удобных инструментов для автоматизированного конспектирования. 
Особенно актуально это для студентов Высшей Школы Экономики, где значительная часть 
учебного материала представлена в форме лекций, многие из которых записываются 
преподавателями для удобства студентов в подготовке к экзаменам. Так как многим 
студентам проще воспринимать текстовую информацию в качестве конспекта 
нетребовательных к математическим формулам предметов, нужен современный и 
достаточно точный метод получения расшифровки аудио- и видеолекций. В эпоху 
повсеместного использования искусственного интеллекта предлагается рассмотреть 
нейросетевые модели распознавания речи (Automatic Speech Recognision, ASR), уже 
зарекомендовавшие себя на международном рынке. 

Одним из перспективных направлений в области ASR является использование 
локальных моделей, которые обеспечивают более высокую степень конфиденциальности 
данных по сравнению с облачными решениями, а также в силу невысоких требований к 
GPU зачастую и меньшую стоимость. Однако значительное число доступных моделей не 
поддерживают работу с русским языком, а мультиязычные модели, такие как MMS [1] и 
Whisper [2], демонстрируют не очень высокую точность при работе с русскоязычной речью, 
что требует их адаптации для конкретных задач. Таким образом, исследование способов 
дообучения моделей на специализированных датасетах становится важным шагом для 
повышения их производительности. 

Данный проект направлен на анализ возможностей современных локальных Speech-
To-Text (STT) моделей для автоматизированного конспектирования русскоязычных лекций 
ВШЭ. В ходе исследования планируется сравнить качество работы «сырых» 
мультиязычных моделей и их версий, дообученных на русскоязычных материалах. Для 
контраста в сравнение также добавлены модели GigaAM [3] от Сбера, обученные 
изначально только на русскоязычных материалах. В качестве ключевого показателя 
качества транскрипций будет использована метрика WER (Word Error Rate), определяющая 
долю верно распознанных слов. 

Проект предусматривает несколько этапов, включая подготовку 
специализированного датасета, проведение тестирования моделей, их дообучения и 
повторную оценку (evaluation). В процессе работы также будут созданы программы на 
языке програмирования Python, которые обеспечат локальный запуск моделей, а для 
вычисления метрик качества их работы на датасете будет составлен Jupyter Notebook с 
кодом и необходимыми пояснениями. Все использованные программы, включая 
промежуточные операции для работы с датасетом и моделями, будут выложены в открытый 
доступ на GitHub. 

В результате исследования планируется сформулировать рекомендации для 
студентов, желающих использовать локальные модели ASR для получения текстовых 
конспектов пропущенных лекций, включая выводы о целесообразности проведения 
дообучения таких моделей в домашних услових. 
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1. ХРОНОЛОГИЯ РАЗВИТИЯ АВТОМАТИЧЕСКОГО 
РАСПОЗНАВАНИЯ РЕЧИ 

В этой главе будут рассмотрены ключевые этапы развития решения задачи 
распознавания речи, начиная с применения скрытых марковских моделей. Также будут 
обозначены ключевые исследования, в которых применение различных архитектурных 
решений в нейронных сетях глубокого обучения значительно улучшало качество работы 
систем распознавания речи. 

1.1. Скрытые марковские модели (HMM) и гауссовые смешанные модели 
(GMM) 

Изначально задача распознавания речи рассматривается как построение 
математической модели предсказания наиболее вероятного текста, соответствующего 
отрывку аудио. Но расчёт вероятности появления конкретной последовательности 
символов (слов, фонем и т.п.) чрезвычайно сложен, поэтому ещё в конце 20 века была 
предложена идея использовать правило Байеса для разложения условной вероятности 
𝑃𝑃(𝑌𝑌|𝑋𝑋) = 𝑃𝑃(𝑋𝑋|𝑌𝑌)×𝑃𝑃(𝑌𝑌)

𝑃𝑃(𝑋𝑋)
 для упрощения задачи – вместо нахождения a𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟

𝑌𝑌
𝑃𝑃(𝑌𝑌|𝑋𝑋) можно 

искать a𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟
𝑌𝑌

𝑃𝑃(𝑋𝑋|𝑌𝑌) × 𝑃𝑃(𝑌𝑌), так как 𝑃𝑃(𝑋𝑋) = 1 (здесь 𝑋𝑋 – это исходное аудио, а 𝑌𝑌– 

выходной текст). В таком случае можно отдельно моделировать акустическую систему 
(acoustic model) и текстовую модель (language model). Именно для акустических моделей и 
начали применять скрытые марковские модели (Hidden Markov Models, HMM), поскольку 
аудио можно представить как набор последовательных акустических состояний и переходы 
между ними. 

Суть марковких моделей в контексте работы с аудио состоит в предположении, что 
каждый переход от одного акустического состояния к следующему зависит только от 
предыдущего (последнего) и что выход каждого состояния также зависит только от этого 
конкретного состояния и не зависит от остальных. За счёт этого возможно построить 
вероятностную модель, которая будет предсказывать новую фонему по текстовым данным 
без использования полной обработки всего аудио, а обучение такой модели производить с 
помощью известного EM-алгоритма, максимизурующего функцию правдоподобия. 

Позже оказалось, что моделировать скрытые состояния таких HMM удобно 
взвешенными нормальными (Гауссовскими) распределениями, это называется Гауссовые 
Смешанные Модели (Gaussian Mixture Model). Итого для обучения HMM/GMM [4] модели 
нужно подбирать параметры гауссовых распределений (математическое ожидание и 
дисперсию) и веса этих распределений в формировании выхода каждого состояния HMM 
для максимизации правдоподобия (вероятности того, что исходное аудио было порождено 
именно эталонной транскрипцией). 

Для запуска такой модели на новых аудио используется алгоритм Витерби, 
находящий наиболее вероятную последовательность состояний HMM, которая могла 
породить наблюдаемую последовательность аудио признаков. В декодере при этом 
используются не только данные HMM, но и данные LM (Language Model), указывающие на 
семантическую и грамматическую правильность сгенерированного текста по сравнению с 
известным словарём существующих слов. 
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Важно отметить, что в силу высокой размерности исходных аудиоданных на вход 
HMM/GMM модели подаётся набор признаков (features), извлечённых из аудио по какому-
либо правилу. Обычно используются мел-частотные кепстральные коэффициенты (MFCC), 
полученные из аудио с некоторыми заданными параметрами, такими как длительность 
временного отрезка (фрейма) и доля перекрытия (для повторной обработки каждого 
временного шага), а также включаются первые и вторые их производные для учёта 
динамических характеристик исходных данных. 

1.2. CD-DNN-HMM 
В 2011 году исследователи из Microsoft представили CD-DNN-HMM [5] – систему 

распознавания речи, сочетающую подходы HMM и глубоких нейронных сетей (Deep Neural 
Networks) и обладающую свойством контекстной зависимости (Context-Dependent, CD). 
Это было первое использование нейронных сетей для задачи распознавания речи, и по 
проведённым экспериментам качество работы действительно улучшилось по сравнению с 
классическими HMM/GMM моделями. 

Основная идея заключается в замене компонента GMM на мощную DNN. Теперь 
HMM по-прежнему отвечает за временную структуру речи – как звуки сменяют друг друга, 
– но именно глубокая нейронная сеть анализирует акустические характеристики звука в 
каждый момент времени. DNN обучается напрямую предсказывать вероятности различных 
речевых единиц (в данном случае, контекстно-зависимых состояний, называемых 
сенонами), основываясь на входном аудиосигнале. Такой гибридный подход DNN-HMM 
сочетает сильные стороны обеих технологий: HMM для моделирования 
последовательностей и DNN для глубокого акустического анализа.  

Обучение таких глубоких нейронных сетей вычислительно затратно и выполняется 
в два этапа. Первый этап – предварительное обучение (pre-training). На этой стадии 
нейросеть обучается без использования размеченных данных (транскрипций речи). Она 
самостоятельно изучает общие закономерности и «запоминает» структуру звуковых 
данных. Второй этап – дообучение (fine-tuning). После предварительного обучения, когда 
сеть уже имеет некое «представление» об аудиоданных, она дообучается на конкретной 
задаче распознавания речи, используя уже размеченные данные (аудиозаписи с их 
текстовыми расшифровками). 

Рисунок 1 - Архитектура ASR модели на базе HMM 
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В результате такого подхода, гибридная система CD-DNN-HMM способна изучать 
гораздо более богатые и сложные представления речи, чем традиционные GMM-HMM, 
однако в силу нехватки мощностей GPU того времени количество слоёв в DNN оставалось 
небольшим. 

1.3. Deep Speech и Deep Speech 2 
В 2014 году компания Baidu представила Deep Speech [6], впервые разработав 

полноценную систему распознавания речи (end-to-end) только на основе нейронных сетей. 
В отличие от CD-DNN-HMM, в Deep Speech используются рекуррентные нейронные сети 
(Recurrent Neural Networks, RNN) для учёта долговременных зависимостей в аудио. 

Как и ранее, обработка исходной аудиозаписи слишком трудоёмка, поэтому из неё 
сначала извлекается спектрограмма – признаки, представляющие мощность различных 
частотных бинов (интервалов) во времени, а уже спектрограмма подаётся на вход 
нейронной сети. При этом первые нерекуррентные слои обрабатывают спектрограмму для 
создания кратковременного контекста, а двунаправленный рекуррентный слой уже 
позволяет выделять зависимости в исходной последовательности целиком. Выходной слой 
генерирует вероятности каждого символа из заранее заданного алфавита, а с помощью 
алгоритма Beam Search (лучевой поиск) создаётся выходная последовательность символов 
с учётом всех вероятностей появления каждого символа на следующей позиции. 

Основная проблема в такой обработке аудио – отсутствие чёткого выравнивания 
(alignment) между отрезком аудио и произнесённым звуком/символом, поскольку разметка 
таких данных крайне сложна. Ещё в 2006 году была представлена идея «принудительного 
выравнивания» с помощью CTC (Connectionist Temporal Classification) [7] – это метод учёта 
вероятностей появления нового символа в транскрипции в каждый конкретный небольшой 
интервал времени исходного аудио (обычно 10-30 мс), легко записываемый с помощью 
динамического программирования (подробнее в приложении А). Для использования CTC в 

Рисунок 2 - Схема работы CD-DNN-HMM 
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алфавит необходимо добавить специальный «пустой» символ 𝜖𝜖, который позволяет после 
«склеивания» дублирующихся символов в каждый временной шаг оставить возможность 
создания транскрипций с несколькими идущими подряд символами (например, слово 
«hello»). В итоговую транскрипцию, очевидно, «пустой» символ не включается. 

Обучение RNN модели в Deep Speech происходит с использованием большого 
количества пар «аудиозапись – текстовая транскрипция», а в качестве функции потерь 
используется специализированная функция потерь из метода CTC, учитывающая все 
возможные наборы «сырых» выходов модели, которые после обработки («сжатие» 
повторяющихся символов и удаление 𝜖𝜖) дают правильную транскрипцию. Градиенты 
функции потерь вычисляются и распространяются обратно по сети (back-propagation) для 
обновления весов модели, как и в классических нейронных сетях. 

Позже, в 2015 году, была представлена вторая версия этой системы, Deep Speech 2 
[8]. Основное отличие архитектурно заключалось в использовании свёрточных 
(convolutional) слоёв для уменьшения размерности обрабатываемых данных в самом начале, 
при этом учитывая локальные закономерности звуковых признаков. 

Вместо обычных рекуррентных слоёв использовались Gated Recurrent Units (GRU), 
это позволило улучшить вариативность выходов (слой может быть как 
однонаправленнным, так и двунаправленным). Тем не менее, значительным нововведением 
было также внедрение пакетной нормализации (batch normalization) после каждого слоя 
(кроме последнего), что было использовано для упрощения распараллеливания вычислений 
и, соответственно, ускорения обучения глубоких нейронных сетей. Для обучения также 
использовалась функция потерь CTC, а при декодировании дополнительно используется 
внешняя языковая модель для улучшения связности выходного текста. 

Рисунок 3 - Структура RNN в составе Deep Speech 
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Кроме того, упор был сделан на масштабируемость: обучение происходило не 
только на англоязычных корпусах, но и на китайсом языке (мандарин). В результате 
внедрение свёрточных слоёв и GRU действительно подтвердило состоятельность, так как 
зафиксированный WER (Word Error Rate, доля ошибочных слов в транскрипции) 
значительно снизился на всех изученных доменах по сравнению с Deep Speech первой 
версии. 

1.4. Listen, Attend and Spell (LAS) 
Ещё одним важдым шагов в развитии систем распознавания речи стала работа Listen, 

Attend and Spell (LAS) [9], впервые предлагающая идею использования внимания как 
механизма учёта зависимостей по всей длине обрабатываемой последовательности (в 
данном случае аудио). 

Общая архитектура делится на два компонента: «слушатель» (listener) и «диктор» 
(speller). Слушатель функционирует как энкодер: он принимает на вход акустические 
признаки речи (спектры мел-частотных кепстральных коэффициентов, MFCC) и 
обрабатывает их с помощью пирамидальной рекуррентной нейронной сети (в оригинале 
используется pBLSTM), создавая высокоуровневое представление входного сигнала. 
Пирамидальная структура позволяет сократить временную размерность представления, что 
важно для длинных аудиозаписей. Затем диктор, являющийся декодером на основе 
рекуррентной сети с механизмом внимания, использует это высокоуровневое 
представление для пошаговой генерации выходной последовательности символов. На 
каждом шаге механизм внимания фокусируется на релевантных частях высокоуровневого 
представления, созданного слушателем, чтобы предсказать следующий символ в 
транскрипции. Важным преимуществом перед предыдущими моделями на основе CTC 
является то, что LAS не делает предположения о независимости выходных символов друг 
от друга, что позволяет ей лучше моделировать последовательности большой длины. 

Обучение системы LAS происходит совместно для слушателя и диктора путем 
максимизации (логарифмической) вероятности правильной последовательности символов 
для данного входного аудиосигнала. Во время обучения на вход декодера (диктора) на 
каждом шаге подавётся либо истинный предыдущий символ из эталонной транскрипции, 
либо символ, сгенерированный самой моделью на предыдущем шаге (с некоторой 

Рисунок 4 - Архитектура Deep Speech 2 
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вероятностью), что помогает сделать модель более устойчивой к собственным ошибкам во 
время реального распознавания (инференса). Система обучается напрямую отображать 
акустику в символы без использования промежуточных представлений вроде фонем или 
явных словарей произношения, а применение идеи внимания оказалось важной частью 
развития нейронных сетей в целом (позже появится архитектура transformer [10]). 

1.5. Wav2Letter 
Тем не менее в 2016 году Facebook AI Research представили Wav2Letter [11] – 

полностью свёрточную (convolutional) неёронную сеть для сквозного (end-to-end) 
распознавания речи. 

В зависимости от типа входных данных используются различные настройки первых 
слоёв. На вход Wav2Letter можно подать аудиопризнаки – это могут быть либо 
традиционные Mel-Frequency Cepstral Coefficients (MFCC) с их производными, либо 

Рисунок 5 - Общая схема архитектуры LAS 
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признаки спектра мощности, либо даже необработанный («сырой») звуковой 
сигнал. Сама сеть состоит из слоев свёртки, часто с использованием шага 
(striding) для уменьшения размерности и увеличения контекста без пулинга, 
и слоёв поточечной нелинейности. На выходе акустическая модель 
генерирует последовательность оценок (scores) для каждого символа 
(графемы) из предопределенного алфавита (включая буквы, апостроф, 
символ тишины и специальные символы повторения) для каждого 
временного шага входного сигнала. Затем эта последовательность оценок 
обрабатывается декодером на основе лучевого поиска (beam search), который 
интегрирует оценки акустической модели, выученные переходные 
вероятности между символами и внешнюю языковую модель для 
формирования наиболее вероятной итоговой текстовой последовательности. 

Обучение системы Wav2Letter происходит напрямую на парах «аудио 
– текстовая транскрипция», без необходимости предварительного 
выравнивания фонем или использования промежуточных фонетических 
представлений, однако вместо классического CTC для этого используется 
специальный критерий обучения, названный Auto Segmentation Criterion 
(ASG), который позволяет сети самой в процессе обучения находить 
оптимальное соответствие (сегментацию) между последовательностью 
выходных символов модели и целевой текстовой транскрипцией. Критерий 
оптимизирует параметры сети так, чтобы максимизировать суммарную 
оценку всех допустимых путей, соответствующих правильной 
транскрипции, и одновременно минимизировать оценки всех остальных 
возможных путей, используя глобальную нормализацию по всем 
возможным последовательностям символов. 

1.6. Wav2Vec 
В 2019 году исследователи из Facebook AI Research представили Wav2Vec [12] – 

систему, предназначенную для обучения представлений необработанных аудиоданных без 
использования размеченных транскрипций. Ключевое отличие от многих предшествующих 
систем заключается в том, что Wav2Vec обучается на больших объемах неразмеченных 
аудиоданных, а полученные представления затем используются для улучшения обучения 
акустической модели уже на размеченных данных для конечных (downstream) задач, вроде 
ASR. 

Модель принимает на вход сырой аудиосигнал и обрабатывает его с помощью двух 
каскадных свёрточных нейронных сетей. Сначала энкодер преобразует аудиосигнал в 
скрытые представления с более низкой временной частотой. Затем контекстная сеть 
объединяет выходы энкодера за несколько временных шагов, чтобы получить 
контекстуализированные представления. Именно эти контекстуализированные 
представления 𝑐𝑐𝑖𝑖, полученные из контекстной сети, подаются на вход акустической модели 
распознавания речи (Wav2letter++ [13]) вместо традиционных признаков, таких как лог-мел 
спектрограммы. Акустическая модель уже преобразует эти представления в 
последовательность фонем или графем, из которых затем с помощью декодера 
(включающего языковую модель) формируется итоговый текст. Важной особенностью 
архитектуры Wav2Vec является её полная сверточность, что отличает её от предыдущих 

Рисунок 6 - 
Архитектура 
Wav2Letter 
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подходов (Deep Speech [6]), использовавших рекуррентные модели, и облегчает 
параллелизацию вычислений. 

Обучение (пре-тренировка) Wav2Vec происходит без учителя с использованием 
контрастивной задачи бинарной классификации, то есть модель учится отличать настоящий 
аудиофрагмент 𝑧𝑧𝑖𝑖+𝑘𝑘, отстоящий на 𝑘𝑘 шагов в будущем от текущего контекста 𝑐𝑐𝑖𝑖, от ложных 
(«негативных») фрагментов 𝑧̃𝑧, случайным образом выбранных из того же аудиофайла. 
Оптимизируется функция потерь, которая максимизирует вероятность правильной 
классификации для настоящих будущих фрагментов и минимизирует её для негативных 
примеров. После этапа пре-тренировки на неразмеченных данных, полученные 
представления используются для обучения стандартной акустической модели (как входные 
данные) на небольшом объеме размеченных данных для задачи распознавания речи, и этот 
подход действительно часто используется в других современных системах. 

1.7. Conformer 
В 2020 году исследователи из Google представили Conformer [14], инновационную 

систему распознавания речи, сочетающую преимущества привычных свёрточных 
архитектур (convolutional networks) и недавно появившихся трансформеров, основанных на 
механизме внимания ([10]). 

Принцип работы системы распознавания речи Conformer можно описать следующим 
образом. Сначала из входного аудиосигнала извлекаются акустические признаки, такие как 
80-канальные фильтрбанки. Эти признаки затем проходят через слой свёрточной 
подвыборки (convolutional subsampling), который уменьшает их временное разрешение. 
Основная обработка происходит в последовательности блоков Conformer. Ключевое 
отличие Conformer от предшественников заключается в комбинации механизмов свёртки и 
внимания внутри одного блока для эффективного моделирования как локальных, так и 
глобальных зависимостей в речевом сигнале. Каждый блок Conformer состоит из четырех 
модулей: сначала идет первый модуль прямой связи (feed-forward), затем модуль 

Рисунок 7 - Схема работы Wav2Vec 
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многоголового внимания (multi-head attention) с относительным позиционным 
кодированием (позволяющим лучше обобщаться на разную длину высказываний), за ним 
следует свёрточный модуль (включающий точечную свёртку, GLU активацию, 
одномерную глубинную свёртку и Batch Normalization), и завершает блок второй модуль 
прямой связи. Модули прямой связи организованы в «Macaron-стиле», с полушаговыми 
остаточными связями (half-step residual connections), обрамляя модули внимания и свертки. 
Такая структура позволяет Conformer эффективно сочетать способность трансформеров 
улавливать глобальные контекстные взаимодействия с помощью внимания  и способность 
свёрточных сетей извлекать локальные признаки. После прохождения через 𝑁𝑁 таких блоков 
Conformer, полученные признаки подаются на декодер (в оригинале используется 
однослойный LSTM-декодер), который генерирует итоговую текстовую 
последовательность. 

Обучение системы Conformer проводится с использованием метода сквозного 
обучения (end-to-end). В качестве оптимизатора применяется Adam  с специфическим 
расписанием скорости обучения, включающим фазу «прогрева» (warm-up). Для 
регуляризации и предотвращения переобучения используются такие техники, как Dropout 
в каждом остаточном блоке, вариационный шум, L2-регуляризация, а также аугментация 
данных SpecAugment на входе. Критичное отличие от прошлых моделей – это 
используемый принцип декодинга и соответствующая функция потерь: здесь это RNN-
Transducer loss вместо классической CTC. Полное сравнение CTC [7] и RNNT [15] подходов 
рассмотрено в приложении А, поскольку более поздние модели используют и тот, и другой 
подход, в зависимости от конкретной реализации. 

Рисунок 8 - Архитектура энкодера Conformer 
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1.8. Wav2Vec 2.0 
В 2020 году Facebook AI представили вторую версию своей предобучаемой системы 

работы с речью, wav2vec 2.0 [16]. В этот раз в архитектуру были добавлены те самые 
трансформеры ([10]). Также важным отличием от большинства аналогичных систем стала 
работа с «сырым» аудио напрямую, без необходимости извлекать из него признаки 
(например, MFCC). 

В самом начале многослойная сверточная нейронная сеть (CNN) кодирует 
аудиосигнал, преобразуя его в последовательность латентных представлений (latent 
representations), охватывающих примерно каждые 25 миллисекунд звука. Эти локальные 
признаки затем подаются в большую модель Transformer, которая строит 
контекстуализированные представления, учитывая зависимости во всей 
последовательности аудио. Для получения итоговой текстовой транскрипции поверх 
выходов Transformer добавляется простой линейный слой, который предсказывает 
последовательность символов (фонем или букв), декодируемую затем в текст. 

Обучение модели wav2vec 2.0 проходит в те же самые два этапа, что и у wav2vec 
первой версии. Сначала модель проходит этап самообучения (self-supervised pre-training) на 
больших объемах неразмеченных аудиоданных. На этом этапе часть латентных 
представлений аудиосигнала маскируется, и модель обучается предсказывать правильные 
квантованные версии этих скрытых представлений из набора ложных вариантов (contrastive 
task). Квантование преобразует непрерывные латентные представления в дискретные 
единицы, что помогает модели выучить полезные акустические и языковые свойства речи 
без необходимости транскрипций. После предварительного обучения модель дообучается 
(fine-tuning) на небольшом количестве размеченных (транскрибированных) данных под 
конкретную задачу распознавания речи, добавляя классификационный слой для 
предсказания фонем или букв. 

1.9. HuBERT 
В 2021 году исследователи предложили использовать подходы из обработки текстов 

(NLP, Natural Language Processing) в задаче обработки речи. Так, поверх архитектуры 
wav2vec 2.0 [16] решили использовать идею из BERT [17] и получился HuBERT (Hidden 
Unit BERT) [18]. 

Рисунок 9 - Архитектура Wav2Vec 2.0 
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Система HuBERT представляет собой новый подход к самообучаемому изучению 
представлений речи, который эффективно справляется с такими сложностями речевого 
сигнала, как наличие множества звуковых единиц в одном фрагменте, отсутствие 
предопределенного словаря этих единиц и их переменная длительность без явных границ 
сегментации. Процесс распознавания по-прежнему начинается с обработки исходной 
звуковой волны сверточным кодировщиком (CNN Encoder), который преобразует ее в 
последовательность непрерывных акустических признаков. Затем часть этих признаков 
случайным образом маскируется (как в wav2vec 2.0). Но главное отличие HuBERT от 
предшествующих систем заключается в задаче, которую решает основная часть модели 
(BERT-подобный энкодер): вместо предсказания самих акустических признаков в 
замаскированных областях, модель обучается предсказывать дискретные целевые метки, 
называемые «скрытыми единицами» (Hidden Units). Эти скрытые единицы генерируются 
заранее на основе всего обучающего набора данных с помощью оффлайн-алгоритма 
кластеризации (k-means), примененного либо к первичным акустическим признакам 
(MFCC), либо к внутренним представлениям модели, полученным на предыдущей 
итерации обучения. Энкодер Transformer же обрабатывает последовательность признаков 
(с масками) и генерирует выходные представления. 

Ключевой аспект подхода состоит в том, что функция потерь вычисляется только 
для замаскированных временных шагов. Это заставляет модель одновременно изучать 
качественные акустические представления неповрежденных сегментов и улавливать 
долговременные структурные зависимости в речевом сигнале, необходимые для 
предсказания меток скрытых единиц в маскированных участках. При этом для успешного 
обучения важнее согласованность генерируемых кластерных меток, а не их абсолютная 
акустическая или фонетическая точность. На финальном этапе, для получения 
распознанного текста, предобученная модель HuBERT дообучается под конкретную задачу 
распознавания речи на размеченных данных: слой, предсказывающий кластеры, заменяется 
на классификатор (например, с функцией потерь CTC [7]), который уже выводит 
последовательность символов или слов. 

1.10. Whisper 
В 2022 году компания OpenAI представила систему распознавания и перевода речи 

Whisper [2] уже полностью на основе энкодер-декодер архитектуры Трансформер. Важным 
нововведением стала поддержка длинных аудиозаписей – входной аудиосигнал разбивается 

Рисунок 10 - Схема подхода маскированного предсказания в HuBERT 
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на 30-секундные фрагменты, каждый из которых уже преобразуется в лог-мел 
спектрограмму и подаётся непосредственно в модель. Кроме того, впервые была 
произведена попытка масштабирования на большое количество поддерживаемых языков 
для распознавания и даже перевода речи (правда перевод доступен только на английский 
язык). 

Принципиальное отличие Whisper от многих предшествующих систем заключается 
в подходе к обучению и масштабе данных. Вместо того чтобы полагаться на относительно 
небольшие, тщательно размеченные наборы данных или использовать предварительное 
обучение на неразмеченных данных с последующим дообучением (fine-tuning), как в 
подходе wav2vec 2.0, Whisper обучен напрямую на огромном массиве (680 000 часов) 
«слабо размеченных» данных – аудиозаписей и их транскрипций, собранных из интернета. 
Эта масштабная и разнообразная (многоязычная и мультизадачная) обучающая выборка 
позволяет модели достигать высокой робастности (устойчивости) к шумам, акцентам и 
различным стилям речи, а также демонстрировать сильные результаты на различных 
задачах и языках в режиме «zero-shot», то есть без необходимости дообучения на 
специфических данных целевой задачи. 

Энкодер принимает на вход спектрограмму и передаёт признаковое представление 
исходного звука в декодер, который авторегрессионно предсказывает текстовую 
транскрипцию (генерирует текст токен за токеном, учитывая как представления, 
полученные от энкодера, так и уже сгенерированные токены). При этом важной 
особенностью Whisper является использование специальных токенов в процессе 
декодирования, которые позволяют управлять поведением модели в рамках единой 
архитектуры, например, выполнять идентификацию языка, расставлять временные метки 
на уровне фраз или осуществлять перевод речи на английский язык.  

Рисунок 11 - Полная схема работы Whisper 



19 

2. СРАВНЕНИЕ АРХИТЕКТУР ВЫБРАННЫХ МОДЕЛЕЙ 
Для сравнения на русскоязычном датасете были выбраны следующие семейства 

моделей: NVIDIA Conformer, MMS-1B, SeamlessM4T, Whisper и GigaAM. Каждая из 
архитектур представлена несколькими моделями (разного размера). Для начала рассмотрим 
в деталях устройство каждой из архитектур. 

2.1. NVIDIA Conformer 
Архитектура Conformer была представлена Google, но качественно обученные ASR 

модели выложили в открытый доступ NVIDIA в рамках фреймворка NeMo ASR. 
Рассмотрены будут только Conformer-CTC, Fast Conformer и Hybrid-Transducer-CTC, 
поскольку только для этих моделей есть версии, натренированные на русскоязычных 
материалах. 

2.1.1. Conformer-CTC 
Conformer-CTC – это основанный на CTC вариант модели Conformer. Conformer-

CTC имеет такой же энкодер, как и оригинальный Conformer, но использует функцию 
потерь Connectionist Temporal Classification (CTC) и соответствующий декодер вместо 
RNNT/Transducer, что делает его неавторегрессионной моделью. Вместо LSTM-декодера 
используется линейный декодер поверх энкодера. В этой модели используется комбинация 
модулей самовнимания и свёртки для достижения лучшего из двух подходов: слои 
самовнимания могут изучать глобальное взаимодействие, а свёртки эффективно 
улавливают локальные корреляции. Модули самовнимания поддерживают как обычное 
самовнимание с абсолютным позиционным кодированием, так и самовнимание 
Transformer-XL с относительным позиционным кодированием. 

2.1.2. Fast Conformer 
Модели Fast Conformer (CTC и RNNT) имеют более быструю версию энкодера 

Conformer и отличаются 8-кратной глубинной свёрточной субдискретизацией с 256 
каналами и уменьшенным размером свёрточного ядра (до 9) в блоках Conformer. 

Энкодер Fast Conformer примерно в 2,4 раза быстрее обычного энкодера Conformer 
без существенного снижения качества модели. Модели Fast Conformer были обучены с 
использованием CosineAnnealing (вместо Noam) в качестве планировщика. 

2.1.3. Hybrid-Transducer-CTC 
Гибридные модели RNNT-CTC – это группа моделей с декодерами RNNT и CTC. 

Обучение единой модели ускоряет сходимость моделей CTC и позволяет использовать одну 
модель, которая работает и как CTC-модель, и как модель RNNT. Гибридные модели 
используют два декодера CTC и RNNT после энкодера, но по умолчанию после обучения 
используется стратегия декодирования RNNT. 

2.2. MMS-1B 

2.2.1. Проект MMS 
Проект Massively Multilingual Speech (MMS) [1], разработанный Meta AI в 2023 году, 

представляет собой важный шаг в расширении возможностей речевых технологий. 
Основная его цель – сделать возможность обработки аудио речи на более чем 1000 языках, 
по сравнению с существующими системами, поддерживающими не более 100 языков. 
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Ключевой проблемой на пути к этой цели, очевидно, является острая нехватка 
размеченных аудиоданных для подавляющего большинства языков, но проект MMS решает 
эту проблему с помощью двух основных подходов. Во-первых, был создан уникальный и 
масштабный набор данных с использованием общедоступных аудиозаписей чтения 
религиозных текстов, таких как Библия, которые переведены на множество языков и часто 
имеют доступные аудиоверсии. Во-вторых, проект эффективно использует самообучение 
(self-supervised learning), в частности модель wav2vec 2.0 [16]. Этот метод позволяет обучать 
модели на больших объемах неразмеченных аудиоданных, извлекая универсальные 
характеристики речи, которые затем можно адаптировать для конкретных задач с 
использованием меньшего количества размеченных примеров. 

В результате этой работы были созданы мощные инструменты: предварительно 
обученные модели wav2vec 2.0, охватывающие 1406 языков; единая многоязычная модель 
автоматического распознавания речи (ASR), способная работать с 1107 языками; модели 
синтеза речи (TTS) для тех же 1107 языков; и модель идентификации языка (LID), 
распознающая 4017 языков. 

2.2.2. Архитектура MMS-1B 
MMS-1B («1B» указывает на 1 миллиард параметров) основана на архитектуре 

wav2vec 2.0, состоящей из двух основных частей. Сначала кодировщик признаков, 
реализованный с помощью свёрточных нейронных сетей (CNN), обрабатывает сырой 
аудиосигнал, преобразуя его в последовательность компактных скрытых представлений. 
Затем эти представления поступают в контекстный кодировщик, построенный на основе 
архитектуры Transformer [10], который анализирует последовательность признаков и 
генерирует контекстуализированные представления, учитывая взаимосвязи между 
различными участками аудио. 

На этапе предварительного самообучения модель тренируется на неразмеченных 
аудиоданных, собранных в рамках проекта MMS. Части входного сигнала маскируются, и 
задача модели – предсказать правильные квантованные представления для этих скрытых 
участков, опираясь на окружающий контекст. Это позволяет модели глубоко изучить 
структуру речи множества языков без необходимости в текстовых транскрипциях. Для 
решения конкретных задач, таких как распознавание речи (ASR), поверх базовой 
архитектуры добавляется дополнительный слой (классификационная «голова»), который 
обучается уже на размеченных данных (аудио – текст) предсказывать последовательность 
символов или фонем с использованием механизма CTC [7]. 

2.3. SeamlessM4T 

2.3.1. Проект Seamless 
Основная цель проекта Seamless [19] от Meta AI – создание первой публично 

доступной системы, способной обеспечить экспрессивный и потоковый перевод речи в 
режиме реального времени. Для этого были затронуты несколько ключевых областей: 
разработка методов экспрессивного перевода, позволяющих сохранять вокальные 
особенности (интонацию, ритм, темп и особенности голоса), а также создание системы 
потокового перевода с низкой задержкой для синхронного общения. Особое внимание 
уделялось сбору и автоматическому выравниванию данных – было размечено более 
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100 тысяч часов автоматически выровненных аудиоданных, охватывающих 76 языков, что 
послужило основным источником данных для обучения моделей. 

В результате в рамках проекта были разработаны рабочие системы, объединяющие 
два направления: SeamlessExpressive, обеспечивающая сохранение выразительных 
характеристик речи, и SeamlessStreaming, использующая механизм Efficient Monotonic 
Multihead Attention (EMMA) для генерации переводов с минимальной задержкой. 
Инновационность проекта заключается в интеграции передовых компонентов, таких как 
обновлённая архитектура UnitY2 для неавторегрессивного предсказания дискретных 
единиц и предварительно обученный энкодер w2v-BERT 2.0, что позволило эффективно 
извлекать акустические признаки из огромного массива неразмеченных данных. 

2.3.2. SeamlessM4T и его версии 
SeamlessM4T [20] – это универсальная мультимодальная система, разработанная в 

рамках проекта Seamless для выполнения сразу нескольких задач: от автоматического 
распознавания речи (ASR) до перевода между языками с сохранением как текстовой, так и 
звуковой информации. Основная идея заключается в том, чтобы объединить все этапы 
обработки речи и текста в одну модель, избегая традиционных каскадных систем, где 
сначала происходит распознавание, затем перевод и, возможно, синтез речи. Такой подход 
позволяет уменьшить накопление ошибок между отдельными компонентами и лучше 
использовать паралингвистическую информацию, содержащуюся в аудио. 

Архитектура модели построена на базе масштабного самоконтролируемого 
предобучения аудио с использованием w2v-BERT 2.0, модифицированной версии wav2vec-
BERT [21] с применением BERT-подхода к обработке звуковых данных. После извлечения 
акустических признаков, система применяет механизм внимания для агрегации переменной 
последовательности аудиосигнала в фиксированное представление. Это представление 
затем переводится в общее многомодальное пространство, где аудио и текст находятся в 
едином векторном представлении – аналогично тому, как это реализовано в уже известных 
архитектурах, но адаптировано для мультиязычного и мультимодального перевода. 

В этом пространстве используется декодер, который, опираясь на заранее обученные 
текстовые модели, преобразует векторное представление в текст. Таким образом, весь 
процесс превращения аудио в текст сводится к двум основным этапам: извлечению богатых 
акустических признаков и их отображению в универсальное языковое пространство, из 
которого затем генерируется текстовый вывод. Это позволяет SeamlessM4T эффективно 
работать с большим количеством языков и поддерживать как транскрипцию речи, так и 
перевод речи в текст на другом языке.  

Рисунок 12 - Схема работы SeamlessM4T 
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Изначально SeamlessM4T был представлен в двух версиях – SeamlessM4T Large (на 
2.3 миллиарда параматров) и SeamlessM4T Medium (на 1.2 миллиарда параметров), позже 
была опубликована вторая версия большой модели. SeamlessM4T Large v2 представляет 
собой существенное улучшение по сравнению с первой версией. Основные отличия 
заключаются в обновлении архитектурного компонента UnitY2, который теперь использует 
неавторегрессивный декодер с иерархическим апсемплингом, что позволяет более 
эффективно предсказывать дискретные единицы даже для языков с ограниченным 
количеством данных. В дополнение к этому, новая версия модели обучалась на 
расширенном наборе данных – обновлённая версия корпуса SeamlessAlign включает 
дополнительно 114 800 часов автоматически выровненных аудиозаписей, охватывающих 
76 языков, что значительно повышает качество перевода для низкоресурсных языков. 
Также в SeamlessM4T Large v2 внесены улучшения на уровне предварительного обучения: 
используется энкодер w2v-BERT 2.0, обученный на 4.5 миллионов часов неразмеченного 
аудио, это в 4.5 раза больше, чем использовалось для первой версии.  

2.4. Whisper 
Проект Whisper [2] от OpenAI представляет собой модель глубокого обучения, 

разработанную для распознавания речи и перевода аудио на текст на множестве языков. 
Отличительной особенностью Whisper является его обучение на огромном объеме «слабо» 
размеченных данных, включающем 680 000 часов аудиозаписей из интернета с 
соответствующими транскрипциями. Этот масштаб позволил моделям Whisper 
демонстрировать высокую обобщающую способность и конкурентоспособные результаты 
на стандартных бенчмарках распознавания речи, часто сравнимые с результатами моделей, 
обученных на полностью размеченных данных, но при этом Whisper не требует fine-tuning 
(дообучения) для работы в zero-shot. Общая концепция проекта заключается в создании 
универсальной и надежной системы распознавания речи, способной работать в различных 
условиях и с разными языками, приближаясь по точности и устойчивости к возможностям 
человека. 

Рисунок 13 - Архитектура SeamlessM4T v2 
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Архитектура моделей Whisper основана на последовательности преобразований 
аудиоданных в текстовое представление. В качестве входных данных используется 
спектрограмма Мела, которая представляет собой визуальное отображение частотного 
состава аудиосигнала во времени. Эта спектрограмма поступает на вход энкодера, 
представляющего собой Transformer-подобную нейронную сеть. Энкодер обрабатывает 
аудиоданные и извлекает из них высокоуровневые признаки. Полученные признаки затем 
передаются в декодер, который также имеет архитектуру, основанную на Transformer [10]. 
Декодер генерирует последовательность текстовых токенов, соответствующих 
распознанной речи. В процессе декодирования используется механизм внимания, 
позволяющий модели фокусироваться на наиболее релевантных частях аудиопризнаков 
при генерации каждого токена. Whisper использует архитектуру энкодер-декодер с 
механизмом внимания, аналогичную той, что применяется в современных моделях 
машинного перевода, адаптируя ее для задачи распознавания речи.  

В рамках проекта Whisper было разработано несколько версий моделей, 
отличающихся количеством параметров и, соответственно, вычислительной сложностью и 
точностью распознавания. Эти версии включают в себя модели tiny, base, small, medium и 
large. Модель tiny является самой маленькой и быстрой, но обладает наименьшей 
точностью, в то время как модели large гораздо крупнее и требуют больше вычислительных 
ресурсов для их запуска. Все эти модели были обучены на одном и том же большом наборе 
данных, что обеспечивает их способность работать с широким спектром языков. 

2.5. GigaAM 
В 2024 году команда SberDevices из Сбера представила предобученную на русском 

языке модель GigaAM (Giga Acoustic Model) и её версии для распознавания речи (GigaAM-

Рисунок 14 - Архитектура моделей Whisper 
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CTC) и эмоций (GigaAM-Emo) [3]. В основе лежит архитектура Conformer [14], а для 
обучения был использован подход Self-Supervised Learning от Wav2Vec 2.0 [16].  

Позже была выложена в открытый доступ GigaAM-RNNT [22] – аналогичная 
GigaAM-CTC модель ASR с использованием RNNT в качестве метода декодинга и функции 
потерь вместо CTC (полное сравнение подходов в приложении А). К концу 2024 года также 
были выпущены вторые версии обеих моделей, в них в качестве основного подхода к 
предобучению была выбрана методика от HuBERT [18] вместо wav2vec 2.0 [16]. 

В отчёте, к сожалению, нет технической информации о процессе обучения второй 
версии GigaAM (какие именно слои добавлялись поверх базовой архитектуры Conformer), 
но на основе данных про HuBERT и wav2vec 2.0 можно описать различия между первыми 
и вторыми версиями GigaAM. Ключевые отличия предобучения в стиле HuBERT от 
wav2vec 2.0 состоят в цели предсказания (выхода) модели: в случае wav2vec 2.0 для 
маскированных участков аудио предсказывается скрытое (латентное) состояние 
(квантованные непрерывные представления), ему соответствующее, а HuBERT 
предсказывает дискретные метки (кластеры) «скрытых единиц» (Hidden Units), 
соответствующие акустическим или фонетическим единицам речи. Кроме того, из-за этой 
разницы в выходах существенно различаются и функции потерь: вместо контрастивной 
задачи отличия реального представления от ложных (distractors) в HuBERT используется 
перекрёстная энтропия (cross-entropy loss), по факту указывая на классификационную 
природу задачи (классифицировать метки кластеров). 
  

Рисунок 15 - Карта моделей GigaAM 
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3. ОПИСАНИЕ ЭКСПЕРИМЕНТАЛЬНОЙ ПРОГРАММЫ 

3.1. Подготовка датасета 
В качестве эталонного датасета для сравнения качества работы исследуемых 

моделей выбран самостоятельно собранный датасет, состоящий из пар «аудио – 
транскрипция», в качестве домена используются записанные преподавателями лекции с 1 
курса «Программной инженерии» Высшей Школы Экономики (с курсов «Экономика для 
неэкономистов» и «Научно-исследовательский семинар “Нейросетевые технологии”»), а 
также с первого полугодия майнора «Интеллектуальный анализ данных» потока «Базы 
данных». Разметка датасета полуавтоматическая – сначала были сгенерированы 
акустически точные транскрипции при помощи лучшей из предварительно найденных 
моделей GigaAM v2-RNNT, затем полученные файлы были улучшены при помощи Text 
Enhancement модели от Silero (также локально), и наконец затем проводилась ручная 
доразметка (исправление опечаток и оговорок и т.п.). Поскольку работа сфокусирована на 
изучении открытых моделей, предполагается, что вся обработка также будет производиться 
локально без использования сторонних приложений и API. 

3.2. Главная программа 
Главная программа Evaluation состоит в последовательной загрузке в GPU каждой 

исследуемой модели и запуске транскрибации всего датасета. В итоге получаются пары 
«модель – значение метрики», по которым можно построить сравнительные таблицы и 
графики или провести иной анализ. В качестве основной метрики был выбран WER, 
поскольку в русском языке используются пробелы для разделения слов, в отличие от 
некоторых азиатских языков, для которых предпочтительнее CER. 

3.3. Нормализация 
Поскольку разные модели имеют различные форматы выходного текста (наличие 

пунктуации, чувствительность к регистру), для подсчёта метрик выходной и эталонный 
текст предварительно проходят нормализацию – удаление всех символов пунктуации, 
приведение к нижнему регистру, а также замена буквы Ё на Е, так как обычно отсутствие 
буквы Ё некритично для чтения текстов. Если отключить нормализацию, то, ожидаемо, 
лучшее качество будут демонстрировать ровно те модели, которые поддерживают 
капитализацию и пунктуацию «из коробки». 

Рисунок 16 - Пример результата работы программы 
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3.4. Особенности работы исследуемых моделей 
Для работы с моделями Whisper используется официальная Python-библиотека 

OpenAI-Whisper [23], сравниваются все доступные модели: tiny, base, small, medium, large-
v1, large-v2, large-v3, large-v3-turbo. 

Модели семейства Conformer от NVIDIA подключаются через официальный 
фреймворк NeMo [24] (конкретно NeMo ASR, так как целиком весь фреймворк не 
поддерживает работу на Windows). Модель STT Ru Conformer-Transducer Large показала 
нестабильную работу (возникала ошибка обращения к памяти во время работы с длинными 
аудиофайлами) и поэтому была исключена из сравнения, в отличие от остальных четырёх 
найденных моделей, поддерживающих русский язык: STT Multilingual FastConformer 
Hybrid Transducer-CTC Large P&C (P&C означает Punctuation&Capitalization, то есть 
выходной текст имеет человекочитаемое форматирование), STT Ru Conformer-CTC Large 
(стандартная CTC-версия Conformer), FastConformer-Hybrid Large (ru) и FastConformer-
Hybrid Large (kk-ru) (последняя модель поддерживает казахский язык, кроме русского). 

Модели SeamlessM4T и MMS-1B во всех доступных версиях лежат на HuggingFace, 
интерфейс работы с ними очень похож – загружается нужный процессор и нужная модель, 
аудио переводится в специализированное представление, которое подаётся на вход самой 
модели, и наконец выход модели декодируется в текст. Модели SeamlessM4T были 
подробно рассмотрены в разделе 2.3.2; модели MMS-1B-FL102, MMS-1B-L1107 и MMS-
1B-ALL отличаются только количеством поддерживаемых языков: 102, 1107 и 1162, 
соответственно (MMS-1B-FL102 обучали на датасете Fleurs). 

Для работы с моделями GigaAM изначально использовался метод, официально 
представленный командой Sber Devices в их github-репозитории [22]. При использовании 
GigaAM ASR на длинных аудиозаписях выявилось две проблемы: для определения 
участков речи используется сторонняя VAD система (Voice Activity Detection), а обращение 
к ней идёт через API HuggingFace, то есть аудиоданные пересылаются на сторонний сервис. 
Поскольку упор данного исследования сделан на локальные модели, было принято решение 
внедрить систему VAD от Silero [25], которая запускается на том же устройстве, где и 
происходит транскрибация. Также был устранён некритичный баг при обработке аудио с 
длительными участками тишины в самом начале. Результатом внедрения этих изменений 
стал Pull Request #24 [26] в официальный репозиторий GigaAM на github [22], а в текущем 
исследовании использовалась именно модифицированная версия репозитория (форк [27]). 

Тем не менее, поскольку модели GigaAM были обучены с использованием 
фреймворка NVIDIA NeMo [24] и выгружены на Sber Cloud в закрытом виде, их дообучение 
в текущем виде не представляется возможным. С точки зрения получения 
удовлетворительных результатов качества распознавания русскоязычной речи, fine-tuning 
в целом и не требуется, поскольку субъективно модели GigaAM действительно дают 
максимально акустически точные транскрипции (позже это было подтверждено 
количественно). Однако стоит отметить, что модели GigaAM предсказывают плохо 
читаемый текст (без пунктуации и строго в нижнем регистре), поэтому для более удобного 
использования стоит рассмотреть переобучение моделей на русскоязычных датасетах с 
учётом пунктуации и регистра, но так как исходная архитектура заявляется как обычный 
Conformer, это можно сделать и без использования технологий GigaAM. 
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3.5. Технологии дообучения 
Изначально предполагалось внедрить процесс fine-tuning в общую систему запуска 

всех моделей, однако действительно рабочий Jupyter Notebook для дообучения был найден 
только для Whisper [28]. Поэтому было принято решение использовать выложенные 
официальные скрипты командной строки для запуска fine-tuning всех моделей. 

Для моделей SeamlessM4T есть официальное руководство по дообучению на GitHub 
[29]. Модели MMS дообучаются по схеме заморозки основной модели и дотренировки 
только слоёв адаптера нужного языка [30]. Модели Whisper оказалось более удобно обучать 
через библиотеку transformers по туториалу на сайте Hugging Face, хотя есть и скрипт для 
запуска fine-tuning из командной строки [30]. NVIDIA в рамках фреймворка NeMo также 
выложили официальные гайды по эффективному дообучению моделей, за основу был взят 
скрипт из примеров на GitHub [31]. Модели GigaAM, к сожалению, нет возможности 
дообучить в текущей конфигурации, поскольку интерфейс доступа к слоям модели скрыт в 
официальной реализации, несмотря на то что за основу был взят Conformer от NVIDIA, 
поэтому fine-tuning моделей GigaAM не производился. 
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4. ЗАКЛЮЧЕНИЕ 
В результате запуска главной программы Evaluation для вычисления метрик на всех 

моделях была получена общая таблица WER на тестовой выборке вручную собранного 
датасета до и после дообучения (fine-tuning производился на train выборке, 2 3�  датасета). 
Таблица 1 – Сравнение характеристик исследуемых моделей 

Название модели Разработчик Базовая 
архитектура 

WER до 
fine-tuning 

WER после 
fine-tuning 

SeamlessM4T Medium 
Facebook w2v-BERT 2.0 

20,2% 19,49% 
SeamlessM4T Large-v1 19,23% 19,03% 
SeamlessM4T Large-v2 21,92% 20,75% 
MMS-1B FL102 

Meta AI wav2vec 2.0 
36,38% 34,88% 

MMS-1B L1107 43,92% 39,44% 
MMS-1B All 32,44% 31,63% 
Whisper Tiny 

OpenAI 
Encoder-
Decoder 

Transformer 

38,77% 35,36% 
Whisper Base 29,02% 27,56% 
Whisper Small 19,82% 17,17% 
Whisper Medium 17,36% 16,48% 
Whisper Large-v1 16,22% 15,95% 
Whisper Large-v2 18,49% 16,36% 
Whisper Large-v3 12,45% 11,25% 
Whisper Turbo 12,51% 11,58% 
NVIDIA STT Ru Conformer-CTC 
Large 

NVIDIA 

Conformer 15,16% 14,38% 

NVIDIA STT Multilingual 
FastConformer Hybrid 
Transducer-CTC Large P&C 

FastConformer 

16,39% 15,72% 

NVIDIA FastConformer-Hybrid 
Large (ru) 14,06% 13,58% 

NVIDIA FastConformer-Hybrid 
Large (kk-ru) 17,82% 17,04% 

GigaAM CTC-1 

Sber Devices Conformer 

9,42% - 
GigaAM RNNT-1 8,74% - 
GigaAM CTC-2 8,35% - 
GigaAM RNNT-2 7,99% - 

Как можно заметить по таблице 1, наилучшее качество распознавания 
русскоязычной речи среди мультиязычных моделей у Whisper Large-v3, тогда как MMS и 
SeamlessM4T от MetaAI и менее крупные версии Whisper имеют относительно плохие 
показатели. 

Дообучение действительно немного снизило WER на тестовой части датасета, но 
количественно значимые результаты (WER ниже 10% на test) могут быть достигнуты 
только при продолжительном fine-tuning, а ресурсов одного GPU оказалось недостаточно 
для получения удовлетворительных результатов в сжатые сроки. 

Кроме того, в ходе исследования были выявлены особенности исследуемых 
моделей, такие как возможность предсказывать регистр и пунктуацию, и несмотря на 
впечатляющие показатели GigaAM, выходной текст у моделей от Сбера очень сложно 
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читать без постобработки, так как в нём отсутствует пунктуация и разбиение на 
предложения и абзацы. Главной проблемой же для привенения большинства моделей «как 
есть» является большая продолжительность лекций для транскрибации, то есть для 
локального использования ASR моделей желательно предварительно разбить аудиофайл с 
лекцией на 10-30-секундные отрезки, например, с помощью SileroVAD [25]. 

Таким образом, студентам ВШЭ рекомендуется использовать локальные модели 
Whisper от OpenAI, если есть потребность в получении качественных транскрипций, 
удобных для чтения, тогда как при построении многоступенчатых систем 
конспектирования лекций имеет смысл использовать GigaAM как источник акустически 
точных транскрипций для последующей постобработки. 

Среди важных наблюдений также стоит отметить крайне высокие системные 
требования для дообучения моделей распознавания речи, причём как к основной памяти 
компьютера (SSD/HDD + RAM) из-за особенностей сохранения аудиофайлов, так и к 
видеокарте (GPU) для основных вычислений. Поэтому несмотря на очевидно позитивный 
эффект, fine-tuning открытых ASR моделей в домашних условиях не рекомендуется, 
поскольку существующие open-source решения для инференса уже имеют приемлемое 
качество работы, а дальнейшее улучшение обработки речи имеет смысл производить с 
помощью отдельных нейронных сетей, например, дополнительных языковых моделей для 
сокращения текста и составления конспекта по дословным записям лекции. 
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ПРИЛОЖЕНИЕ А 
СРАВНЕНИЕ CTC И RNNT ДЕКОДИРОВАНИЯ 

В большинстве современных нейросетевых моделях распознавания речи 
используется одна из двух наиболее популярных методик декодирования (восстановления 
токенов текста, фонем или других элементов письменной речи) – CTC (Connectionist 
Temporal Classification) или RNNT (Recurrent Neural Networks Transduction). 

CTC и  RNN-T позволяют обучать нейронные сети напрямую на парах «аудио – 
текст», не требуя предварительного выравнивания между аудио-фреймами и символами 
текста. Это решает одну из главных сложностей в ASR, так как точное выравнивание часто 
неизвестно и трудноопределимо. Оба подхода используют нейронные сети (изначально 
рекуррентные, RNN) и специальные механизмы для обработки последовательностей разной 
длины.  

CTC работает на основе одной нейронной сети, которая обрабатывает входную 
последовательность (аудио) и на каждом временном шаге предсказывает распределение 
вероятностей по символам целевого алфавита, дополненного специальным «пустым» 
символом (blank, 𝜖𝜖). Этот пустой символ позволяет модели «пропускать» шаги или 
разделять одинаковые символы подряд. Чтобы получить финальную текстовую 
последовательность, выходы сети проходят через простой процесс постобработки: сначала 
«сжимаются» повторяющиеся символы, а затем удаляются все пустые символы 𝜖𝜖. 
Ключевое предположение CTC заключается в том, что предсказания на разных временных 
шагах условно независимы друг от друга, хотя на самом деле это не совсем так, поэтому 
зачастую во время декодирования дополнительно подключается внешнаяя языковая 
модель, указывающая свои вероятности появления тех или иных символов в выходном 
тексте. Базовая функция потерь CTC суммирует вероятности всех возможных путей 
(наборов символов из расширенного алфавита), которые соответствуют правильной 
целевой строке после постобработки. 

RNN-T использует более сложную архитектуру, состоящую из двух основных сетей: 
Encoder (энкодер, кодировщик), который обрабатывает входную последовательность, и 

Рисунок А.1 - Динамическое программирование в CTC 

Рисунок А.2 - Функция потерь CTC 
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Prediction Network (сеть предсказания), которая обрабатывает уже сгенерированные 
выходные символы. Их выходы объединяются в Joint Network, которая предсказывает 
вероятность следующего символа из алфавита или специального «нулевого» символа 
(`null`). Предсказание обычного символа продвигает генерацию выходной 
последовательности, а предсказание `null` позволяет модели «потреблять» следующий 
входной фрейм, не генерируя новый символ. Таким образом, RNN-T явно моделирует 
зависимость следующего предсказанного символа от предыдущих, снимая ограничение 
условной независимости, присущее CTC. Функция потерь RNN-T также вычисляется с 
помощью динамического программирования, суммируя вероятности всех возможных 
путей выравнивания между входом и выходом. 

Основное различие между CTC и RNN-T заключается в способе моделирования 
зависимостей. CTC предполагает условную независимость выходов на разных шагах (при 
условии входа), в то время как RNN-T явно моделирует зависимость текущего предсказания 
от предыдущих сгенерированных символов с помощью Prediction Network. Это делает 
RNN-T теоретически более мощной моделью для захвата лингвистических или 
структурных закономерностей в выходной последовательности. Второе важное различие — 
архитектура: CTC использует одну основную сеть, а RNN-T – две (Encoder и Predictor), 
объединенные третьей (Joint). Наконец, механизм генерации выхода отличается: CTC 
производит метку символа (или 𝜖𝜖) на каждом шаге входа, а RNN-T генерирует выходную 
последовательность символ за символом, динамически решая, когда потребить вход (`null`), 
а когда сгенерировать символ. 

Рисунок А.3 - Архитектура и схема работы RNN-Transducer 

Рисунок А.4 - Сравнение CTC (a) и RNNT (b) моделей на базе LSTM 


	ОПРЕДЕЛЕНИЯ, ОБОЗНАЧЕНИЯ И СОКРАЩЕНИЯ
	ВВЕДЕНИЕ
	1. ХРОНОЛОГИЯ РАЗВИТИЯ АВТОМАТИЧЕСКОГО РАСПОЗНАВАНИЯ РЕЧИ
	1.1. Скрытые марковские модели (HMM) и гауссовые смешанные модели (GMM)
	1.2. CD-DNN-HMM
	1.3. Deep Speech и Deep Speech 2
	1.4. Listen, Attend and Spell (LAS)
	1.5. Wav2Letter
	1.6. Wav2Vec
	1.7. Conformer
	1.8. Wav2Vec 2.0
	1.9. HuBERT
	1.10. Whisper
	2. СРАВНЕНИЕ АРХИТЕКТУР ВЫБРАННЫХ МОДЕЛЕЙ
	2.1. NVIDIA Conformer
	2.1.1. Conformer-CTC
	2.1.2. Fast Conformer
	2.1.3. Hybrid-Transducer-CTC
	2.2. MMS-1B
	2.2.1. Проект MMS
	2.2.2. Архитектура MMS-1B
	2.3. SeamlessM4T
	2.3.1. Проект Seamless
	2.3.2. SeamlessM4T и его версии
	2.4. Whisper
	2.5. GigaAM
	3. ОПИСАНИЕ ЭКСПЕРИМЕНТАЛЬНОЙ ПРОГРАММЫ
	3.1. Подготовка датасета
	3.2. Главная программа
	3.3. Нормализация
	3.4. Особенности работы исследуемых моделей
	3.5. Технологии дообучения
	4. ЗАКЛЮЧЕНИЕ
	СПИСОК ИСПОЛЬЗОВАННЫХ ИСТОЧНИКОВ
	ПРИЛОЖЕНИЕ А

