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Аннотация

Современные методы глубинного обучения для табличных данных становятся конку-

рентоспособной альтернативой градиентному бустингу, предлагая преимущества в каче-

стве предсказаний и гибкости инференса. В работе на примере архитектуры TabM пока-

зана их сопоставимая производительность с бустингом на Apple Silicon. Также представ-

лены разработанные инфраструктурные решения для эффективного обучения и приме-

нения таких моделей.

Ключевые слова — табличные данные, глубинное обучение, Quantile Transformer, ONNX,

MLX, TabM, Apple Silicon, оптимизация инференса, ускорение на CUDA, деплой моделей
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1 Введение

1.1 Табличные задачи машинного обучения

Табличные данные представляют собой фундаментальный формат информации, с которым сталки-

ваются практически во всех областях человеческой деятельности – от финансового моделирования

и медицинской диагностики до управления бизнес-процессами и научных исследований. Невозмож-

но переоценить значимость задач табличного машинного обучения, поскольку именно они лежат

в основе принятия решений на основе данных. Фактически первые алгоритмы машинного обуче-

ния разрабатывались для работы с табличными данными, что делает это направление одним из

старейших и наиболее изученных в анализе данных.

Исторически развитие методов табличного машинного обучения прошло несколько ключевых

этапов. Вначале доминировали простые линейные методы, такие как линейная регрессия и логисти-

ческая регрессия, которые благодаря своей интерпретируемости и вычислительной эффективности

долгое время оставались основными инструментами. Однако их ограниченная способность модели-

ровать сложные нелинейные зависимости стимулировала развитие более совершенных подходов.

Следующим этапом стало появление методов на основе ядер и опорных векторов, позволив-

ших учитывать нелинейные взаимосвязи в данных. Эти методы, включая метод опорных векторов

(SVM) и ядерную регрессию, существенно расширили возможности моделирования, но потребовали

более значительных вычислительных ресурсов.

Переломным моментом стало широкое распространение ансамблевых методов, особенно на

основе решающих деревьев. Случайные леса (Random Forest), предложенные в начале 2000-х, про-

демонстрировали высокую эффективность и устойчивость к переобучению. Однако настоящую ре-

волюцию в табличном машинном обучении произвели алгоритмы градиентного бустинга, такие как

XGBoost [3], LightGBM [8] и CatBoost [11]. Эти методы не только достигли нового уровня точно-

сти, но и стали де-факто стандартом для табличных задач, надолго заняв лидирующие позиции в

соревнованиях по анализу данных.

В последние годы всё большее внимание уделяется методам глубинного обучения для таблич-

ных данных. Несмотря на то, что нейронные сети изначально разрабатывались для изображений,

текста и других типов данных, современные исследования показывают их потенциал и в таблич-

ном ML. Это открывает перспективы для создания универсальных моделей, способных эффективно

работать с разнородными данными, включая синтетические комбинации табличных и других мо-

дальностей.

Таким образом, эволюция методов табличного машинного обучения отражает общие тенден-

ции развития ИИ — от простых и интерпретируемых моделей к сложным алгоритмам, способным

выявлять скрытые закономерности. Исследование возможностей глубинных методов в этой области

особенно актуально, так как может привести к новым эффективным инструментам для широкого

2



круга прикладных задач.

1.2 Табличное глубинное обучение

За последние пять лет методы глубинного обучения для табличных данных эволюционировали от

специализированных интерпретируемых архитектур к простым, но мощным MLP с эффективным

ансамблированием. Основные этапы этого пути обозначают модели TabNet, FT-Transformer, SAINT,

TabR и TabM, а объединяющей темой стало улучшение способов встраивания категориальных и

числовых признаков.

1. TabNet (2019) [1]

TabNet впервые предложила поэтапный механизм внимания на уровне признаков: каждый слой

модели отбирает наиболее информативные атрибуты через обучаемые разреженные маски, обес-

печивая интерпретируемость и повышенную эффективность обучения. Кроме того, была показана

польза самосупервизорного предобучения на неразмеченных данных.

2. FT-Transformer (2021) [6]

FT-Transformer адаптировал классический Transformer к табличным данным, превратив каждый

скалярный признак в «токен» и применив стандартные слои самовнимания. Такой минималистич-

ный подход продемонстрировал универсальность архитектуры и позволил сократить разрыв с GBDT

на многих задачах.

3. SAINT (2021) [12]

SAINT расширила идею внимания двумя ключевыми компонентами. Во-первых, внутриобъектное

(intra-sample) самовнимание для взаимодействия признаков в одной строке. Во-вторых, межстроч-

ное (intersample) внимание для учёта отношений между объектами в батче. Модель также ввела

контрастивное предобучение и схемы аугментации для устойчивости при скудных метках.

4. TabR (2023) [7]

TabR внедрил механизм retrieval-augmentation: для каждого объекта извлекаются ближайшие сосе-

ди из тренировочного множества, и их представления обогащают внутреннее состояние сети. Это

значительно повысило точность DL-моделей на «GBDT-дружественных» датасетах и в некоторых

случаях позволило обойти градиентный бустинг.
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5. TabM (2024) [4]

TabM показал, что простая MLP, дополненная параметрически эффективным ансамблированием

BatchEnsemble, может превзойти предыдущие подходы по сочетанию качества прогнозов и вычисли-

тельной эффективности. Модель одновременно выдаёт несколько «подмоделей» через лёгкие адап-

теры, объединяя их предсказания и тем самым реализуя преимущества глубокого ансамбля без

кратного увеличения затрат.

6. Эволюция методов встраивания признаков [5]

Вместо подачи голых скалярных значений современные подходы переводят каждое число в много-

мерное представление, учитывающее не только абсолютную величину, но и относительные переходы

и повторяющиеся закономерности.

Одним из приёмов является кусочно-линейное кодирование (PLE): диапазон значений раз-

бивается на отрезки, и каждое число отображается в вектор, компонентами которого являются

линейные доли принадлежности к соответствующим интервалам. Это помогает модели более чёт-

ко улавливать локальные нелинейности и точки перегиба, сохраняя порядок и масштаб исходных

данных.

Альтернативный метод основан на периодических активациях: скалярное значение преобра-

зуют с помощью синусоид и косинусоид с настраиваемыми частотами, создавая богатое периоди-

ческое пространство, в котором близкие по смыслу числа различаются за счёт смещения фазовых

компонентов.

Оба подхода легко интегрируются в MLP, Transformer и другие архитектуры, обеспечивая

более выразительные представления и ускоряя обучение на табличных задачах.

1.3 Актуальность работы

В последнее время всё больше исследований посвящено табличному глубинному обучению. Появ-

ляются результаты, показывающие, что нейросетевые модели способны превосходить устоявшиеся

GBDT-модели.

На данный момент SoTA моделью является семейство TabM от Yandex Research. Хотя в

оригинальной статье подробно рассмотрены вопросы производительности модели при обучении и

инференсе, остаются неясными нюансы работы на ARM-процессорах. В рамках данной работы реа-

лизовано и показано, что нейросетевые методы конкурентоспособны в таких условиях по сравнению

с GBDT.

Однако для полного использования и обучения нейросетевых моделей на табличных данных

не хватает множества инфраструктурных компонентов, а также точных сравнений скорости работы

нейросетевых методов и GBDT на разных аппаратных конфигурациях.
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В рамках курсовой работы разработан минимальный инфраструктурный набор для эффек-

тивной предобработки данных, обучения моделей на GPU и инференса с распространёнными фрейм-

ворками. Показано, что на примере TabM в специфических аппаратных условиях нейросетевые ме-

тоды могут быть полноценными конкурентами устоявшихся решений по инференсу.

2 Имплементация TabM с использованием MLX

В статье про TabM рассматривался инференс на CPU архитектуры x86 при batch size = 1. В таких

условиях TabM показывает достойную производительность, но не достигает скорости XGBoost:

0 1000 2000 3000 4000 5000 6000

Objects per second (↑)

SAINT

MNCA‡
MNCA

TabR‡
T2G

FT-T

TabR

TabM†mini

TabM

MLP†
XGBoost

MLP

Inference throughput with batch size 1
Device: CPU Intel i7-7800X, single thread

Рис. 1: Сравнение скорости инференса на CPU (архитектура x86)

В последнее время популярность набирают ARM-процессоры, в частности Apple Silicon. Для

них существуют нейросетевые фреймворки, оптимизированные под ARM, позволяющие превзойти

классические x86-решения. В рамках работы реализована версия TabM на фреймворке MLX, опти-

мизированном для Apple Silicon. Исходный код и результаты доступны по адресу: https://github.

com/vaaven/TabM-MLX

Это позволило существенно ускорить инференс и получить результаты, сопоставимые с GBDT:
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Таблица 1: Сравнение скорости инференса (батч/сек) при batch size = 1

Датасет CatBoost XGBoost LightGBM LLEaves [2] TabM-mini TabM-mini+emb

California 6 852 11 148 5 157 22 226 44 536 17 662

Diamond 7 785 11 199 5 421 21 282 18 861 11 813

Adult 14 578 9 972 4 127 20 895 9 807 7 532

Cook-time 5 225 11 363 3 871 20 803 11 592 8 281

Weather 6 188 11 158 4 561 21 574 17 331 10 208

В рамках той же работы была проведена серия сравнительных экспериментов с реализацией

TabM на PyTorch. Целью было определить, насколько эффективнее работает MLX по сравнению

с более универсальным, но менее оптимизированным под ARM фреймворком. Для этого модели

TabM-mini и TabM-mini с эмбеддингами были также реализованы на PyTorch, а затем измерена их

производительность на том же железе — чипе Apple M3.

Результаты показали значительное превосходство MLX над PyTorch: на примере датасета

California TabM-mini на MLX достиг скорости 44 536 батчей в секунду, тогда как PyTorch-версия —

лишь 9 097. Аналогично, модель с эмбеддингами на MLX показала 17 662 батчей в секунду против 6

100 у PyTorch. Эти цифры подтверждают, что использование MLX даёт более чем четырёхкратное

ускорение в ряде случаев.

Такого результата удалось добиться благодаря ключевой особенности MLX — использованию

Neural Processing Unit (NPU), встроенного в Apple Silicon. В отличие от PyTorch, который в боль-

шинстве случаев выполняется на CPU или GPU, MLX автоматически задействует NPU, обеспечивая

высокую пропускную способность и низкие задержки при инференсе. Кроме того, MLX спроекти-

рован с учётом архитектурных особенностей Apple-чипов, что позволяет максимально эффективно

использовать доступные ресурсы.

Таким образом, проведённые эксперименты подтверждают, что MLX не только предоставля-

ет удобный способ запуска нейросетей на ARM, но и позволяет добиться производительности, ранее

доступной только при использовании специализированных решений. Это делает MLX привлекатель-

ной платформой для разработки лёгких и быстрых моделей, применимых в реальных мобильных и

edge-приложениях.

3 Предобработка числовых признаков

Существенным фактором при работе с табличными данными является предобработка. На примере

TabM-mini видно влияние предобработки на скорость сходимости и качество:
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Рис. 2: График сходимости TabM на датасете California housing при разных методах предо-

бработки

Эксперименты показывают, что предобработка существенно улучшает качество модели и

ускоряет сходимость. Лучший результат демонстрирует Quantile Transformer [5]. Однако стандарт-

ная реализация в scikit-learn [10] не поддерживает тензоры PyTorch. В рамках проекта разработан

пакет fqt с классом FastQuantileTransformer, который реализует преобразование для тензоров

PyTorch и в некоторых настройках ускоряет работу даже на numpy-массивах:

Таблица 2: Сравнение времени выполнения трансформации (секунды)

Параметры sklearn fqt (numpy) fqt (torch) fqt (torch + CUDA)

Стандартные 22.3 22.2 22.3 3.7

subsamples=100k 23.1 23.0 23.2 3.7

noise_distribution="uniform" — 14.5 14.6 4.7

Тестирование проведено на 1 000 000 объектов × 100 признаков. В качестве GPU использо-

валась Nvidia T4.

Реализация QuantileTransformer в scikit-learn имеет недостатки:

• Обработка одинаковых значений. В scikit-learn квантиль одинаковых значений вычисляется

как медиана после двойного преобразования (исходные данные и данные со знаком минус). В

FastQuantileTransformer это решено добавлением шума с нулевым матожиданием (параметр

noise_distribution).
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• Крайние значения. Оригинальный трансформер присваивает минимуму и максимуму кванти-

ли 0 и 1, что может ухудшать качество. При noise_distribution="deterministic" крайние

значения сохраняются неизменными.

• Генерация подвыборки. В scikit-learn подвыборка создаётся без возвращения, что замедляет

работу. В FastQuantileTransformer параметр replace_subsamples=True позволяет использо-

вать семплирование с возвращением для ускорения.

В табличном глубинном обучении особенно важна возможность выполнения всех этапов об-

работки и обучения непосредственно на графических ускорителях. Это обусловлено тем, что на

относительно небольших датасетах полный цикл обучения модели может занимать от 30 секунд

до минуты. На этом фоне предварительная трансформация признаков с помощью классического

QuantileTransformer становится узким местом: при отсутствии GPU-совместимости она способна

существенно замедлить весь процесс.

Использование разработанного FastQuantileTransformer позволяет избежать этого ограни-

чения — трансформация данных может быть выполнена непосредственно на тензорах PyTorch с

поддержкой CUDA, что обеспечивает существенное ускорение. Это делает возможным построение

полностью тензорного пайплайна, что особенно важно при повторяющихся запусках и автоматизи-

рованном обучении.

4 Поддержка конвертации Quantile Transformer в ONNX

ONNX (Open Neural Network Exchange) позволяет объединить предобработку данных и модель ма-

шинного обучения в единый вычислительный граф, что устраняет риск рассинхронизации между

обучающей и продакшен-версиями, обеспечивает кроссплатформенную совместимость на CPU, GPU

и edge-устройствах и даёт возможность аппаратного ускорения через ONNX Runtime и TensorRT.

В стандартной библиотеке skl2onnx [9] отсутствует поддержка QuantileTransformer, так

как в ONNX нет прямого аналога операции torch.searchsorted. Чтобы обойти это ограничение, в

рамках решения был реализован аналог данного оператара, который де-факто выполнял бинарный

поиск по отсортированному массиву квантилей полностью внутри ONNX-графа, используя лишь

операторы Gather и Less.

Сначала исходный массив квантилей длины q дополняется до длины Q = 2k, где 2k ≥ q,

путём копирования крайних значений таким образом, чтобы сохранить строгую сортировку. Для

каждого значения xi создаётся целочисленный индекс, инициализированный нулём. Затем для каж-

дой битовой позиции j = k − 1, k − 2, . . . , 0 к индексу последовательно прибавляется величина 2j .

После каждой прибавки при помощи Gather извлекается соответствующий квантиль, и оператор

Less проверяет, не превышает ли xi это значение. Если проверка не проходит, к индексу возвраща-

8



ется обратно 2j . По завершении всех шагов индекс указывает на позицию наибольшего квантиля,

не превышающего xi. Окончательное значение квантиля извлекается одним дополнительным вызо-

вом Gather и нормируется в диапазон [0, 1]. Такая операция проделывается параллельно для всех

столбцов матрицы, которую требуется преобразовать.

Благодаря такой схеме алгоритм работает за O(n logQ), что сопоставимо с оригинальной

реализацией в PyTorch. Конвертированный в ONNX трансформер полностью поддерживает выпол-

нение на CUDA через ONNX Runtime, что даёт значительное ускорение этапа предобработки:
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Рис. 3: Сравнение времени работы оригинального Quantile Transformer и конвертированного

в ONNX с поддержкой CUDA

К сожалению, в реализации не получилось поддержать конфигурацию с output_distribution

равным normal, потому что ONNX граф становится слишком большим из-за необходимых вычис-

лительных операций.

Поддержка QuantileTransformer в ONNX особенно актуальна в задачах, где обучение и ин-

ференс происходят в разных окружениях. Благодаря переносу предобработки в ONNX-граф, мож-

но обеспечить воспроизводимость и идентичность вычислений между этапами обучения и вывода,

исключая необходимость дублирования логики на разных языках или фреймворках. Кроме того,

реализация позволяет полностью выполнять трансформацию на GPU, что критично в тех случа-

ях, когда этап предобработки становится узким местом из-за объёма данных или ограничений по

времени.

Это особенно полезно для универсального и платформонезависимого развертывания новых

моделей, таких как TabM, позволяя интегрировать их в различные производственные пайплайны

— от серверных решений до edge-устройств. Возможность объединения предобработки и модели в
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едином ускоряемом графе делает TabM практически применимым в реальных задачах и снижает

порог входа для использования подобных решений.

Заключение

Данная работа была посвящена изучению возможностей применения методов глубинного обучения

для обработки табличных данных на примере архитектуры TabM. В ходе выполнения работы уда-

лось достичь следующих результатов:

Теоретический анализ современных подходов к обработке табличных данных показал, что

нейросетевые методы, такие как TabM, демонстрируют конкурентные показатели по сравнению с

традиционными алгоритмами градиентного бустинга. Особое внимание было уделено исследованию

особенностей работы этих моделей на ARM-архитектурах, в частности, на процессорах Apple Silicon.

Практическая часть работы включала реализацию модели TabM с использованием фрейм-

ворка MLX, оптимизированного для работы на ARM-процессорах. Проведенные тесты производи-

тельности подтвердили, что данная реализация показывает сопоставимые с GBDT-алгоритмами

результаты по скорости инференса при сохранении качества предсказаний.

Значительная часть работы была посвящена вопросам предобработки данных. Разработан-

ный FastQuantileTransformer для PyTorch продемонстрировал существенное преимущество по ско-

рости работы по сравнению со стандартной реализацией из библиотеки scikit-learn, особенно при

использовании GPU-ускорения.

Особое значение имеет решение задачи интеграции Quantile Transformer в ONNX-граф. Ре-

ализованный подход позволяет объединить этапы предобработки данных и инференса модели в

единый вычислительный конвейер, что значительно упрощает процесс промышленного внедрения

решений.

Выполненная работа имеет важное практическое значение, так как:

• подтверждает возможность эффективного использования нейросетевых моделей для работы

с табличными данными

• демонстрирует преимущества специализированных фреймворков (MLX) для определенных

аппаратных платформ

• предоставляет готовые инструменты для ускорения обработки данных (FastQuantileTransformer)

• предлагает решение для промышленного внедрения (ONNX-интеграция)

В последние годы нейросетевые подходы к работе с табличными данными стали развиваться

особенно активно. Хотя традиционные методы вроде градиентного бустинга пока остаются стандар-
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том для многих задач, нейросети постепенно догоняют их по эффективности, а в некоторых случаях

даже предлагают интересные альтернативы.

Что особенно примечательно - каждый год появляются новые архитектуры и техники обу-

чения, которые делают нейросети всё более практичными для работы со структурированными дан-

ными. Возможность использовать одни и те же модели для разных типов данных - таблиц, текстов,

изображений - выглядит особенно перспективной.

Сейчас это направление только набирает обороты. Ещё многое предстоит исследовать и улуч-

шить, но уже понятно, что нейросети могут предложить что-то действительно новое для анализа

табличных данных. Возможно, в ближайшие годы мы увидим интересные разработки, которые сде-

лают такие модели ещё более удобными и эффективными на практике.
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